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RESUME. La recherche d’alignements entre sequences biologiques est un outil couramment utilisé pour la recherche d’homologie
et donc de similarité entre séquences. Nous montrons comment ce concept peut étre adapté a des problémes de classification
supervisée de séquences biologiques a I’aide de machines a vecteurs de support, ou de toute autre méthode utilisant des noyaux
positifs. Pour ce faire nous montrons comment un noyau défini positif peut étre construit a partir du score d’alignement local
utilisé pour la recherche d’homologie, a I’aide d’opérations de convolution entre noyaux. Des expériences de classification de
séquences en super-familles structurelles valident cette approche.
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1. Introduction

Alors que les quantités de séquences biologiques générées par les différents programmes de séquencages conti-
nuent de croitre a grande vitesse, les besoins en algorithmes performants pour analyser et classer ces séquences
se font de plus en plus pressants. En particulier, la classification automatique de genes en classes structurelles ou
fonctionnelles est un pré-requis pour la compréhension des fonctions et interactions au sein de systémes vivants.
De nombreuses méthodes ont été proposées pour la recherche d’homologie entre séquences biologiques, permet-
tant la classification de séquences dans des classes fonctionnelles ou structurelles. La recherche d’homologie est
depuis plus de 20 ans basée sur la recherche d’alignements entre séquences et sur le calcul d’un score d’aligne-
ment, via par exemple I’algorithme de Smith-Waterman [SMI 81] ou ses variantes plus rapides BLAST [ALT 90]
et FASTA [PEA 90]. A partir des années 1990, de meilleures performances ont été obtenues par des méthodes
construisant des modeles pour différentes classes de séquences, et comparant une séquence a classer a ces diffé-
rents modeles. Ces modéles incluent par exemple la méthode des profiles [GRI 90], les chaines de Markov cachées
[KRO 94, BAL 94], PSI-BLAST [ALT 97] ou SAM-T98 [KAR 98]. Ces méthodes sont dites génératives, au sens
ou elles créent des modéles pour différentes classes de séquences, et vérifient a quel degré ces modéles expliquent
une séquence a classer.

De nouveaux gains en performance ont été réalisés depuis 5 ans, avec I’ utilisation de méthodes discriminantes
pour la classification supervisée. Par opposition aux méthodes génératives, ces méthodes apprennent des régles de
classification qui prennent en compte les différences entre classes. Une attention particuliére a été portée sur I’uti-



lisation de machines a vecteurs de support (SVM) pour la classification de séquences en familles d’homologues.
Les SVM sont des algorithmes d’apprentissage statistique [VAP 98, CRI 00, SCH 02] pour la classification super-
visée en différentes classes. Un élément important des SVM est I"utilisation d’une fonction, appelée noyau, pour
mesurer la similarité entre n’importe quelle paire d’éléments a classer, des séquences dans notre cas. En utilisant
différents noyaux, on peut obtenir une grande variété de SVM avec des performances différentes sur un probléme
de classification donné. Dans le cas de séquences biologiques, plusieurs noyaux ont été développés au cours des
derniéres années. La premiére utilisation des SVM pour la classification de séquences biologiques a été proposée
par [JAA 00] a I’aide du noyau de Fisher déduit d’un modele statistique de séquences. D’autres tentatives incluent
la méthode “SVM-pairwise” [LIA 02], ou les noyaux de spectre [LES 02] et de mismatch [LES 03].

Une fonction noyau peut souvent étre considérée comme une mesure de similarité entre objets a classer. En
particulier, une SVM apprend une fonction telle que des objets “similaires” (au sens de la fonction noyau) tendent
a appartenir a des classes similaires. Cette observation suggeére que des noyaux intéressants peuvent étre construits
a partir de mesures de similarité pertinentes. Dans le cas des séquences biologiques, les mesures de similarité
par alignements de séquences sont couramment utilisées pour la mesure directe de similarité entre séquences,
car elles quantifient de maniére naturelle des phénomenes biologiques responsables de I’évolution de séquences
(notamment les mutations, insertions, et délétions). Le but de cette contribution est donc d’analyser sous quelles
conditions ces mesures de similarité peuvent étre utilisées comme fonction noyau par des SVM dans un contexte
de classification.

Nous montrons dans un premier temps que les scores d’alignement, méme s’il constituent des mesures de
similarité intéressantes, ne peuvent pas étre utilisés directement par des SVM, car ils ne sont pas définis positifs.
Dans un deuxiéme temps, nous montrons comment des opérations de convolution permettent de construire un
noyau défini positif utilisant les mémes informations que les scores d’alignement. Les preuves des résultats énoncés
dans cette contribution et des extensions de ce travail se trouvent dans les références [SAI 03] et [VER 04].

2. Machines a vecteurs de support et noyaux positifs

Les SVM pour la classification supervisée sont des algorithmes introduits par Vapnik et ses collegues dans
les années 1990 [BOS 92]. Dans le cas de la classification supervisée binaire, une SVM apprend un fonction de
classification a partir d’un ensemble d’exemples positifs X, et négatifs X_ de la forme :

flz) = Z MK (x,2;) — Z MK (z,x;), (@)

it EXg T, EX_

ou les poids positifs A; associés aux exemples d’entrainement sont calculés par maximisation d’une fonctionnelle
quadratique. La fonction K(.,.) est appelée un noyau. Une nouvelle séquence x est classée dans la classe positive
(resp. négative) si la fonction f(x) est positive (resp. négative). Une présentation plus détaillée de I’algorithme
SVM peut étre trouvée dans différents ouvrages [VAP 98, CRI 00, SCH 02].

Toute fonction K (., .) peut étre utilisée comme noyau dans (1) a condition d’étre symétrique et définie positive,
ce qui signifie que pour tout nombre n et tout choix de n séquences {z1, . .., , }, la matrice de taille n x n définie
par K; ; = K (x;, z;) doit étre symétrique et semi-définie positive. De tels fonctions seront appelées des noyaux de
séquences dans la suite. Dans la section suivante, nous montrons comment définir un tel noyau a I’aide du concept
d’alignement local, couramment utilisé pour la comparaison de séquences biologiques.

3. Alignement local de séquences

Commengons par quelques notations. L’alphabet dans lequel les séquences sont écrites est un ensemble fini
A (de 20 lettres dans le cas de séquences protéiques, ou de 4 lettres dans le cas de séquences nucléiques). Une
séquence est une suite finie de lettres, et nous notons X = {e} UJ;2, A’ I’ensemble des séquences finies sur A, e
représentant la séquence vide. La longueur d’une séquence = € X est notée |z|, et la concaténation de séquences
x et y est notée zy.



La notion d’alignement entre séquences, couramment utilisée pour comparer des séquences biologiques, est
définie formellement de la maniere suivante.

Définition 1 Un alignement avec gaps = de p > 0 positions entre deux séquences z et y de X’ est une paire de
p-uples m = (w1 (1),...,m1(p)), (ma(1),...,m(p))) € N?P qui satisfait :

1< 7'(1(1) < 7T1(2) <. < 7T1(p) < |.Z'|,

1< 7T2(1) < 71'2(2) <. < 7T2(p) < |y|
Une maniere courante de représenter un alignement entre deux séquences est de les écrire I’'une au-dessus de
I’autre, en alignant les lettres définie par I’alignement et en rajoutant des signes -’ pour représenter les gaps.

Par exemple, si & = GAATCCG et y = GATTGC, alors I’alignement de 4 lettres 7 = ((1,2,4,6), (1, 3,4,5)) est
représenté par :

G-AATCCG-
GAT-T-G-C

Soit II(z, y) I’ensemble des alignements entre deux séquences z et y, et soit || le nombre de lettres alignées
dans I’alignement = € II(x,y). Afin de trouver un “bon” alignement entre deux séquences, différentes fonctions
de score s : II(z,y) — R ont été développées, parmi lesquelles le score d’alignement local défini formellement
comme sulit :

Définition 2 Etant donné une matrice de substitution S € RA*“ et une fonction de pénalité de gaps g : N — R
telle que g(0) = 0, on définit le score d’alignement local d’un alignement = € TI(z,y) par :

7] [ -1
85,9(m) 1= ZS (Try (i) Yma(i)) — Z [g(m(i+1) —m(i) = 1) + g(me(i +1) —m(i) —1)]. (2

En d’autres termes, le score d’alignement local de 7 est la somme des scores de substitutions entre lettres alignées,
moins la somme des pénalités de gaps quand des gaps sont présents. De ce score, on déduit le score d’alignement
entre deux séquences :

Définition 3 Le score d’alignement local, ou score de Smith-Waterman (noté score SW) entre deux séquences
(z,y) € X? est le score d’alignement local de leur meilleur alignement, i.e.,

SWs g(z,y) := Lhax 55,9 (7). 3)

Le score de SW est couramment utilisé pour mesurer la similarité entre séquences, et peut étre calculé avec une
complexité O(|z||y|) par programmation dynamique [SMI 81].

Ce score étant une mesure de similarité “naturelle” entre séquences biologiques, il est naturel de se demander
si il peut étre utilis¢ comme noyau par des SVM. Etant clairement symétrique, il suffit de vérifier s’il est défini
positif ou non. Des résultats expérimentaux montrent que la réponses est négative en général, en particulier pour
des matrices de similarité et des pénalités de gaps utilisées en pratique : il est possible de trouver des ensembles
de séquences telles que la matrice de similarité résultante ait des valeurs propres négatives. Comme le montre la
proposition suivante, ce résultat négatif dépend cependant des paramétres choisi :

Proposition 1 Soit g = 0 (pas de pénalité de gap) et S la matrice de substitution nulle sauf pour une lettre a € A
sur la diagonale, i.e., S(a,a) = 1 et S(u,v) = 0 sauf siu = v = a. Alors le score SW 4 est un noyau pour
séquence défini positif.



4. Noyau d’alignement local

Afin d’utiliser la notion d’alignement local avec des SVM, nous allons maintenant définir des noyaux définis
positifs & partir de scores d’alignement. Notre travail repose sur une opération définie par [HAU 99] laissant inva-
riant I’espace des noyaux définis positifs sur un ensemble : la convolution. Dans le cas de noyaux pour séquences,
la convolution est I’opération qui a deux noyaux K et K associe le noyau pour séquence K * K défini par :

V(a:,y) € X27 K; *KQ(-T,:U) = Z Kl(l'l,yl)KQ(Z'Q,yz)-

T1T2=T,Y1Y2=Y

Si K et K, sont des noyaux de séquences définis positifs, alors leur convolution K; x K, est également un noyau
défini positif [HAU 99]. Pour tout noyau de séquences K, on note K (™) |e noyau obtenu par n convolutions de K
avec lui-méme.

Les noyaux de convolution ainsi définis sont utiles pour comparer des séquences de différentes longueurs,
mais qui ont des parties communes. Par exemple, [WAT 00] et [HAU 99] montrent que la probabilité d’émettre
deux séquences par une “pair-HMM?” est un noyau de convolution, et peut donc étre utilisé comme noyau par les
SVM. Nous allons a présent étendre cette idée pour définir, par convolution, un noyau qui imitent des mesures de
similarité par recherche d’alignement local.

Pour cela, nous allons définir formellement trois noyaux de séquence de base. Le premier est un noyau trivial,
toujours égal a1 :
V(.’E,y) € X2a K()(.'L',y) =1L

Deuxiemement, afin de quantifier I’alignement entre deux lettres, nous définissons le noyau :

{0 if |z[ # Lor[y| # 1,
K (z,y) —{ exp (8S(z,y)) otherwise, @

oll B > 0 est un paramétre and S : A2 — R est une matrice de similarité symétrique telle que la matrice
(exp (BS(a,b))), pe 4 SOit semi-définie positive (ce qui est par exemple le cas pour tout 3 si S est conditionnelle-
ment définie positive [BER 84]).

Troisiemement, nous définissons le noyau suivant pour quantifier la pénalité des gaps :

K (z,y) = exp [B(g(lz) + g(lyD)]

ou S8 > 0 est un paramétre et g(n) est le co(t d’un gap de longueur n donné par :

g(0) =0 ifn=0, 5)
gn)=d+en-1) ifn>1.
d et e sont des parameétres appelés colt d’ouverture et d’extension.

Il est facile de vérifier que ces trois noyaux sont bien des noyaux de séquences définis positifs. 1l en résulte que
le noyau suivant, défini pour tout n € N est également défini positif :

(n-1)
B)(2,y) = Ko * (Kgm *K§ﬂ>) * K® x K.

(
K (ny

Ce noyau quantifie la similarité entre deux séquences z et y a travers des alignements de exactement n lettres. En
effet, I’opération de convolution consiste a sommer sur toutes les décompositions de z et y en une parties initiales

(dont la similarité est mesurée par Kj), puis une succession de n lettres (dont la similarité est mesurée par Kéﬂ))

éventuellement séparées par n — 1 gaps (dont la similarité est mesurée par Kéﬁ)), puis des parties terminales (dont
la similarité est mesurée par Kj).



Afin de prendre en compte des alignement d’un nombre quelconque de lettres, nous définissons finalement le
noyau suivant, appelé noyau d’alignement local :

Kf =Y K. ®)
=0

Ce noyau est défini comme une limite ponctuelle de noyaux définis positifs, et est donc lui-méme bien défini positif
[BER 84]. L’intérét de ce noyau réside dans le théoréme suivant, qui le relie au score d’alignement local :

Théoréme 1 Le noyau d’alignement local s’écrit en fonction du score d’alignement local de la maniére suivante :

Ef@y) = Y exp(Bssgla,y,m)). )
m€ll(z,y)

En particulier, le score de SW peut étre vu comme une limite quand 3 tend vers I’infini :

1
Jim S0 K (@,y) = SWs,y(2,9). (®)
Ces équations clarifient le lien entre le noyau d’alignement local et le score de SW, et mettent en évidence pour-
quoi ce score n’est pas défini positif. Premierement, le score de SW ne conserve que la contribution du meilleur
alignement, alors que le noyau fait une somme sur tous les alignements. Deuxiémement, le score de SW est le
logarithme (a la limite) d”un noyau défini positif, et le passage au logarithme est une opération qui ne conserve pas
la propriété d’étre défini positif en général [BER 84].

5. Implémentation

Une implémentation naive du noyau d’alignement local a partir de la formule (7) nécessiterait une somme sur
|TI(z, y)| alignements, et résulterait en une complexité exponentielle en |z| et |y|. Cependant, tout comme le score
de SW, le calcul peut étre factorisé par programmation dynamique pour aboutir & une implémentation en O(|z||y|)
(voir détails dans [VER 04]).

Dans la pratique, cependant, ce noyau souffre comme d’autres noyaux pour séquences du probléme de la
dominance de la diagonale, c’est-a-dire du fait que K,(ﬁg(a;,a:) peut couramment étre des ordres de magnitude
plus grand que Kﬁ% (z,y) pour deux séquences z et y. Cela est particulierement vrai pour les grandes valeurs du
paramétre 3, car :

KA (@)
K{)(z,y)
guand 8 — oo. Dans la pratique, il est connu que les SVM ne fournissent pas de bon résultats dans ce cas, car I’ap-

prentissage consiste essentiellement a mémoriser les données observées et la généralisation revient essentiellement
a rechercher le plus proche voisin.

~exp B (SWs,q(z,z) — SWs 4(z,y))

Afin d’utiliser le noyau d’alignement local en pratique, nous proposons de prendre son logarithme via la formule
suivante :

- 1
KP)(z,y) = Eanﬂ(m,y)- )

Cette opération pose probleme, car f{g’X risque de ne pas étre défini positif. Dans la pratique, la matrice de simi-
larité entre exemple d’apprentissage utilisée par les SVM risque de posséder des valeurs propres négatives. Pour
remédier a ce probléme, nous proposons de retrancher a la diagonale de cette matrice la plus petite valeur propre
(si elle est négative), afin que la matrice devienne semi-définie positive. Cette astuce n’est bien sdr utile que dans
la phase d’apprentissage.



6. Expériences et conclusion

Nous avons testé le noyau d’alignement local dans un probléme de classification de séquences de domaines
protéiques en super-familles de la base de données SCOP [MUR 95] version 1.53. Nous avons suivi I’expérience
décrite dans [LIA 02]. Les données® consistent en 4352 séquences groupées en familles et super-familles. Pour
chaque famille, les séquences de cette familles sont des exemples de test positifs, et les séquences de la méme
super-famille mais de familles différentes sont les exemples positifs d’entrainement. Les exemples négatifs sont
pris en dehors de la super-famille, et sont séparés aléatoirement en exemples d’entrainement et de test. En ne
considérant que les familles avec au moins 10 exemples positifs en entrainement et 5 en test, on aboutit a 54
familles. Pour chaque famille, la surface sous la courbe des vrai positifs contre les faux positifs (courbe ROC),
normalisée entre 0 et 1, est calculée (indice ROC). De méme, la surface sous cette courbe jusqu’a 50 faux positifs
est calculée (ROC50), ainsi que le nombre de faux positifs ayant un score supérieur au score médian des vrais
positifs (RFP).

Le noyau d’alignement local est comparé avec 3 autres noyaux représentant I’état de I’art en classification
supervisée de séquences protéiques : le noyau de Fisher [JAA 00], le noyau “pairwise” [LIA 02], et le noyau
mismatch [LES 03].

La table 1 résume les résultats obtenus pour différentes valeurs de /3, ainsi que les scores obtenus par les
autres méthodes testées. Ces résultats montrent que les meilleurs résultats sont obtenus quand 3 est de I’ordre de

Kernel Mean ROC | Mean ROC50 | Mean mRFP
LA (8 = +00) 0.908 0.591 0.0654
LA(B=1) 0.912 0.612 0.0626
LA (8 =0.8) 0.908 0.597 0.0679
LA (8 = 0.5) 0.925 0.649 0.0541
LA (5 =0.2) 0.923 0.661 0.0637
LA (5 =0.1) 0.868 0.429 0.111
Pairwise 0.896 0.464 0.0837
Mismatch 0.872 0.400 0.0837
Fisher 0.773 0.250 0.204

TAB. 1. ROC, ROC50 et RFP moyens obtenus sur 54 familles pour différentes noyaux. LA-eig représente le noyau
d’alignement local. 8 = +oo correspond au score de SW.

0.2 — 0.5, et qu’ils sont meilleurs que I’état de I’art représenté par les autres noyaux. Les distributions des scores
ROC, ROC50 et RFP sur les 54 familles pour différentes noyaux sont montrés sur les figures 1, 2 et 3. Ces résultats
illustrent d’une part I’intérét d’utiliser une mesure de similarité naturelle pour obetnir de bonnes performance en
classification, et d’autre part le gain obtenu en prenant en compte I’ensemble des alignements entre deux séquences
plutét que le meilleur alignement uniquement.
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